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Kurzfassung  
Das Kernziel des vorliegenden Beitrags ist die Entwicklung eines hybriden Ansatzes zur Selbstvalidierung von sicher-
heitskritischen Elektronikanwendungen. Auf Basis der realen, lokal verfügbaren Daten im Feld wird eine eindeutige Sys-
temcharakterisierung durchgeführt. Hierdurch können sowohl kritische Systemzustände verhindert werden als auch Re-
dundanzen und Überdimensionierung im System reduziert werden. 
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1 Einleitung 
Die Entwicklung von Selbstvalidierungsmethoden zur Ge-
währleistung der funktionalen Integrität komplexer elekt-
ronischer Systeme stellt eine interdisziplinäre Herausfor-
derung dar. Bisherige Methoden wie der Einsatz von phy-
sikalischen Degradationsmodellen und datenbasierten Mo-
dellen werden typischerweise unabhängig voneinander ge-
nutzt, woraus  Einschränkungen bei der Zustandsüberwa-
chung resultieren. Physikalische Degradationsmodelle er-
möglichen die Bewertung relevanter Fehlermechanismen 
in elektronischen Baugruppen unter Einwirkung einzelner 
Belastungsgrößen und erlauben somit die Fehlervorher-
sage. Allerdings beschränkt sich diese Prognose auf ausge-
wählte Bauelemente und wird im Laufe der Nutzungsdauer 
aufgrund kombinierter Belastungen im Feld ungenauer [1]. 
Im Gegensatz dazu verwenden datenbasierte Künstliche 
Intelligenz (KI-)Modelle verfügbare und messbare Para-
meter der Baugruppen als Eingangsgrößen für Fehlerprog-
nosen. Mit zunehmender Verfügbarkeit von Daten werden 
die Vorhersagen präziser. Dennoch sind beide Ansätze nur 
begrenzt geeignet, um die Lebensdauer des elektronischen 
Systems bei wechselnden Feldbelastungen vorherzusagen 
sowie Manipulationen zu erkennen [2]. 
Im Rahmen dieses Beitrags werden gezielt physikalische 
Degradationsmodelle (White-Box-Modelle) und datenba-
sierte KI-Modelle (Black-Box-Modelle) während der Nut-
zungsphase kombiniert und in einem hybriden Modell 
(Grey-Box-Modell) integriert, um die eindeutige Charak-
terisierung des Systems zu ermöglichen und die funktio-
nale Integrität zu gewährleisten. Die hybride Modellierung 
zielt darauf ab, geeignete, eindeutige Signaturen der Bau-
ruppen in einem System zu erstellen, die als digitale Zwil-

linge bezeichnet werden. Dabei werden sowohl der Aus-
gangszustand der Baugruppen als auch die Auswirkungen 
der Feldbelastung auf die funktionale Integrität berück-
sichtigt [3]. Zur Erfassung lebensdauerabhängiger Signa-
turen und Zuverlässigkeitsindikatoren finden Multidomä-
nenansätze Anwendung. Diese erfolgt durch die kontinu-
ierliche Messung ausgewählter Systemparameter und die 
modellbasierte Einschätzung des Systemverhaltens, um 
eine solide Grundlage für die intelligente Zustandsbestim-
mung zu schaffen. Die Methode nutzt zur Demonstration 
eine Brückengleichrichterschaltung als relevante Beispiel-
baugruppe in der Mobilitätsanwendung. Hierbei werden 
sowohl thermo-mechanisch induzierte mechanische Span-
nungen aufgrund von globalen Temperaturwechselbelas-
tungen als auch ein Anstieg der Sperrschichttemperatur des 
Halbleiters als Hauptbelastungsfaktoren betrachtet. Diese 
führen zu einer Degradation des Brückengleichrichter-
Packages, insbesondere der Aufbau- und Verbindungs-
technik. In diesem Zusammenhang wird das Verhalten der 
Sperrschichttemperatur bestimmt, indem die Schaltung ei-
nem Einsatzprofil unterzogen wird, das externe thermi-
schen und elektrische Belastungen beinhaltet. Die Informa-
tionen des Einsatzprofils werden in das Multidomänenmo-
dell eingespeist, um parametrische Studien durchführen zu 
können. Die generierten Daten werden anschließend zum 
Antrainieren des KI-Modells verwendet. Als KI-Modelle 
wurden sowohl der eXtreme Gradient Boosting XGBoost)-
Algorithmus als auch der Long short-term memory- 
(LSTM)- Algorithmus in der Modellbildung realisiert und 
verglichen. 

2 Zustandsüberwachungskonzept 
Im Rahmen dieser Forschungsarbeit wurde ein Konzept 
zur Zustandsüberwachung und Selbstvalidierung elektro-
nischer Schaltungen in der elektrischen und thermischen 
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Domäne entwickelt. Das Konzept basiert auf einem struk-
turierten Ansatz, der zunächst die Identifizierung der funk-
tionalen Struktur der Schaltung umfasst, gefolgt von der 
Entwicklung eines entsprechenden physikalischen Mo-
dells. Darauf aufbauend wird ein KI-Modell entwickelt 
und implementiert, das zur Zustandsüberwachung und Va-
lidierung verwendet wird. Jeder dieser Schritte wird im 
Folgenden ausführlich erläutert, um ein umfassendes Ver-
ständnis des vorgeschlagenen Konzepts zu vermitteln. 
Die Simulation beschreibt die Auswirkungen von Verän-
derungen der Umgebungsbedingungen und konstanter Last 
auf den Brückengleichrichter. Die Modellimplementierung 
erfolgt mithilfe der objektorientierten Simulationsumge-
bung Simulink. Der erste Schritt bei der Zuverlässigkeits-
bewertung ist die Belastungsanalyse des Brückengleich-
richters (siehe Abbildung 1). Die Belastungen sind vom 
Einsatzprofil des elektronischen Bauteils abhängig und be-
einflussen die Sperrschichttemperatur des Brückengleich-
richters während eines vordefinierten Betriebsszenarios. 
Während der Simulation versorgt der Brückengleichrichter 
eine konstante elektrische Last, während die Betriebstem-
peratur über die Dauer des Benutzungsprofils variiert. Das 
Bauteil wird mit einem elektrischen Modell mit Verlust-
leistungsberechnung implementiert. Basierend auf den 
thermischen Eigenschaften des Gleichrichters werden die 
berechneten Gesamtverluste in ein thermisches Netzwerk 

eingespeist. Anschließend wird das Sperrschichttempera-
turprofil berechnet.  

 Funktionale Struktur 
Die Beispielbaugruppe verwendet einen Brückengleich-
richter, der aus vier integrierten Dioden n Brückenschal-
tung in einem einzigen Dual-Flat-No-Leads (DFN)-Ge-
häuse besteht.  

 Elektrisches Systemmodell 
Abbildung 3 stellt das Konzept der physikalischen System-
modellierung dar. Vor der Durchführung der Multi-Domä-
nen-Simulation wird zunächst der Brückengleichrichter-
schaltkreis elektrisch modelliert, und sein elektrisches Ver-
halten wird detailliert anhand der Spezifikationen im Da-
tenblatt abgebildet. Die Leitungs- sowie Schaltverluste 
werden genutzt, um mithilfe einer 3D-Lookup-Tabelle die 
Energieverluste zu bestimmen. Diese Energie wird dann 

als Leistungsimpuls in das thermische Netzwerk einge-
speist. Der Vorwärtsstrom im Bauteil und die Sperrschicht-
temperatur werden daraufhin verwendet, um mithilfe einer 
2D-Lookup-Tabelle den Durchlassspannungsabfall über 
der Diode zu bestimmen. 

 Thermisches Modell 
Die Berechnung der Sperrschichttemperatur unter einer 
konstanten elektrischen Last erfolgt durch die Implemen-
tierung eines RC-Netzwerks. Dieses Netzwerk beschreibt 
den Wärmewiderstand zwischen dem Chip und dem Bau-
teilgehäuse sowie zwischen dem Bauteilgehäuse und der 
Umgebung, welche mittels transienter thermischer Ana-
lyse experimentell ermittelt wurden. 

 Datengenerierung für die KI-
Modellierung 

Ein MATLAB-Skript wurde entwickelt und implementiert, 
um automatisierte Parameterstudien durchzuführen. Das 
Hauptziel des Skripts besteht darin, systematisch Variatio-
nen in den Inputdaten (Umgebungstemperatur und elektri-
sche Last) des zugrunde liegenden Modells zu untersuchen 
und automatisch Daten zu generieren. Durch die präzise 
Steuerung dieser Parameter ermöglicht das Skript eine um-
fassende Abdeckung des Parameterraums, was zu einer 
breiten Palette von Trainingsdaten führt. Die gesammelten 
Daten werden im Anschluss in strukturierten Formaten au-
tomatisch gespeichert, um eine einfache Integration in den 
Modellierungsprozess zu ermöglichen. 

 Datenbasiertes KI-Modell 
Die generierten Daten mit ihren systematischen Variatio-
nen in Umgebungstemperatur, elektrischer Last sowie 
Lastanforderungsprofil erzeugen einen Datensatz mit ver-
schiedenen Temperaturkurven. Für das Training des daten-
basierten KI-Modells ergibt sich ein Spannungsfeld bei der 
für das Training genutzten Anzahl an Temperaturkurven. 
Während bei physikalischen Modellen mittels Parameter in 
Gleichungen die Zusammenhänge direkt beschrieben wer-
den können, lernen datengetriebene Modelle die Zusam-
menhänge aus den Trainingsdaten. Für die genutzten Trai-
ningsdaten ist es damit entscheidend bei allen Variationen 
eine Auswahl an Temperaturkurven für das Training zu 
nutzen, die sowohl alle Variationen abbildet als auch aus-
reichend Temperaturkurven für die abschließenden Tests 
des Algorithmus zurückhält. In Abbildung 4 wird dieser 
Zusammenhang dargestellt. Die erzeugten Daten werden in 
einen Trainingsdatensatz (Trainingszeitreihen) und in ei-
nen Testdatensatz (Testzeitreihen) aufgeteilt. Mittels der 
Trainingszeitreihen wird das Modell trainiert, welches an-
schließend für die Vorhersage der Zeitreihen verwendet 
werden kann. Zum besseren Vergleich werden diese in ei-
nem Bild mit den ursprüngliche prognostizieren Tempera-
turen geplottet. Für den quantitativen Vergleich der Prog-
nosegüte werden zusätzlich die Ergebnisse mittels Root 
Mean Square Error (RSME) verglichen. 
Für die datengetriebene Modellierung wurden zwei unter-
schiedliche Algorithmen ausgewählt und implementiert. 
Hierbei handelt es sich zum einen um XGBoost und zum 

Abbildung 1 Workflow der Mission Profile-basierten Simu-
lation der Sperrschichttemperatur des Gleichrichters 
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anderen um ein LSTM- Netzwerk. Diese Modelle wurden 
aufgrund ihrer Stärken für den Vergleich gewählt [4]. Der 
XGBoost-Algorithmus ermöglicht es gute Resultate im 
Training des Algorithmus zu erzielen mit – für KI-Algo-
rithmen – relativ wenigen Daten. Das LSTM-Netzwerk er-
möglicht eine gute Abbildung der Zeitverläufe, benötigt je-
doch mehr Daten. Die beiden Ansätze werden im Folgen-
den genauer beschrieben. 

2.5.1  XGBoost -Algorithmus 
Der Extreme Gradient Boost (XGBoost) Algorithmus wird 
in dieser Arbeit als Regressionsmodell eingesetzt. Er setzt 
sich aus Wahrscheinlichkeitsbäumen zusammen für die fi-
nale Vorhersage [5]. In dieser Arbeit wurde das Frame-
work von Sklearn verwenden. Dieses Framework bietet 
eine geringe Einstiegshürde und ermöglicht damit einen 
schnellen Einstieg in die Implementierung. Jedoch wird 
aus diesem Grund ausschließlich auf dem Prozessor ge-
rechnet. Dieser Algorithmus wurde mit zwei verschiede-
nen Ansätzen für die Datenaufteilung trainiert. Der erste 
Ansatz nutzt für das Training die erste Hälfte einer Zeitse-
rie. Für den Test wurde anschließend die zweite Hälfte der 
Zeitserien verwendet. Der zweite Trainingsansatz nutzt die 
Verwendung von ausgewählten Zeitreihen der Datengene-
rierung. Diese zweite Auswahl stellte eine Gleichvertei-
lung der Lastprofile, der Leistungsstufen und Umgebungs-
temperatur Profile sicher.  

2.5.2 LSTM- Netzwerk  
Für eine bessere Lernfähigkeit zeitlicher Zusammenhänge 
wurde zudem ein LSTM Netzwerk gewählt. Das Netzwerk 
wurde mittels dem Framework Tensorflow realisiert. 
Durch die bessere Abbildung der Zeitreihen wird ebenso 
eine bessere Abbildung der Zusammenhänge erwartet [6]. 
Der Eingang des Modells verarbeitet ein Tuple, bestehend 
aus der Sperrschichttemperatur Tj und der angelegten Leis-
tung Der Eingang wird anschließend mit einem 128 Neu-
ronen LSTM verarbeitet. Die Klassifizierung erfolgt durch 
eine 8 Neuronen Dense Schicht, gefolgt von einer linearen 
Schicht, der Ausgangsschicht, mit einer Klasse. 

3 Ergebnisse und Diskussion 
Die Darstellung der Ergebnisse gliedert sich in die Darstel-
lung der erzeugten Zeitreihen mittels der physikalischen 
Modelle sowie die Vorstellung der Ergebnisse der drei un-
terschiedlichen Ansätze der Machine-Learning Modelle. 
Unterschiedliche Implementierungsansätze wurden ge-
wählt, die an dieser Stelle dargestellt werden. Darüber hin-
aus werden die daraus gezogenen Schlüsse in der Diskus-
sion vorgestellt. Die Abbildungen 5-7 zeigen für einen ein-
facheren Vergleich alle dasselbe Variablentupel aus Last-
stufe, Temperaturset und Lastprofil. 
Der erste Ansatz ist in Abbildung 5 dargestellt und teilte 
den Datensatz in zwei unterschiedliche Abschnitte ein. Der 
hier dargestellte Abschnitt ist der Vorhersageabschnitt. Die 

Abbildung 3 Visualisierung des Modellierungsansatzes am Beispiel des Brückengleichrichters  

 
Abbildung 4 Visualisierung des Zusammenspiels dees physikalischen Modells und dem Training des datengetriebenen Modells 
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vorhergesagte Temperatur ist in blau dargestellt. Der Soll-
wert ist in Orange dargestellt. Deutlich sichtbar ist im ers-
ten Drittel der abgebildeten Zeitreihe die noch gute Pass-
form des Modells, welches jedoch ab dem zweiten Drittel 
stärker von der Ground-Truth abweicht, bis am Ende der 
Zeitreihe eine deutlichere Diskrepanz sichtbar wird. In Ab-
bildung 6 wird der zweite Ansatz dargestellt. Zum einen 
wird die gesamte Kurve vorhergesagt, da das Modell sepa-
rate komplette Zeitverläufe für das Training erhält. Zum 
anderen wird bei diesem Ansatz deutlich, dass der Algo-
rithmus im zweiten Drittel Schwierigkeiten mit der Vor-
hersage der Temperatur hat. An einigen Stellen springt der 
vorhergesagte Temperaturwert. Dieser Ansatz gestaltete 
sich insbesondere mit der Adaptionsfähigkeit auf unter-
schiedliche Umgebungstemperaturen schwierig, dies lässt 
sich im Vergleich mit den anderen vorhergesagten Tempe-
raturprofilen und Leistungsstufen feststellen. Die Ergeb-
nisse des letzten Ansatzes (LSTM-Netzwerk) werden in 
Abbildung 7 dargestellt. Hier ist erkennbar, dass die Vor-
hersage dem Ground Truth sehr gut folgt. Die erzeugten 
Kurven zeigen deutlich die Form der Lastprofile. Es ist nur 
eine sehr geringe Abweichung festzustellen. Der Algorith-
mus ermöglicht die vollständige Vorhersage der Zeitreihe, 
als auch eine gute Passform.  

4 Zusammenfassung und Ausblick 
 
Zusammenfassend wurde in diesem Beitrag ein neuartiger 
Ansatz vorgestellt, wie physikalische und datengetriebene 
Modelle zu einem hybriden Systemmodell zusammenge-
führt werden können.  
Mithilfe eines physikalischen Modells wurden Datensätze 
zum Training eines KI-Modells generiert. Darunter zählen 
neben der simulierten Sperrschichttemperatur die von au-
ßen messbaren Umweltparametern wie Leistung und Um-
gebungstemperatur. Anschließend wurden die unterschied-
lichen Evaluationsstufen der Modellbildung visualisiert. 
Hier zeigte sich der grundlegende Wirkzusammenhang bei 
allen erstellten Modellen. Es konnten mit den drei ver-
schiedenen Ansätzen unterschiedliche Problemstellung bei 
der Auswahl der Trainingsdaten sowie gewählten Trai-
ningsmethoden gezeigt werden. Wenn diese nicht mit Trai-
ningsdaten aller Zeitabschnitte eines Leistungsprofils, 
Leistungsstufe und Temperaturbands trainiert wurden, 
zeigten sich Defizite in der Vorhersagegenauigkeit der Mo-
delle. In weiteren Versuchen sollen diese Abweichungen 
weiter reduziert werden, insbesondere für eine bessere 

Vorhersage von Leistungsstufen, die zwischen den trai-
nierten Leistungsstufen liegen. In zukünftigen Untersu-
chungen ist es von entscheidender Bedeutung, die Degra-
dation der Aufbau- und Verbindungstechnik in ein umfas-
sendes Modell zu integrieren. Dieses Modell wird auf Fi-
nite-Elemente-Methode (FEM) Simulationen sowie auf Er-
gebnissen beschleunigter Alterungstests basieren. Durch 
die Einbindung dieser Erkenntnisse kann ein physikali-
sches Modell entwickelt werden, das die fortschreitende 
Degradation und die Auswirkungen auf die Lebensdauer 
präzise abbildet. Ein bedeutender Schritt besteht des Wei-
teren darin, dieses physikalische Degradationsmodell mit 
einem datengetriebenen Ansatz zu verbinden. Hierbei wer-
den die gesammelten Daten über die tatsächliche Lebens-
dauer und Degradation der Bauteile genutzt, um das Mo-
dell zu kalibrieren und zu validieren. Durch diese Verbin-
dung ist eine präzise Vorhersage der Restlebensdauer mög-
lich. Zur Vereinfachung der Datengenerierung bzw. -über-
gabe wurde in weiteren Untersuchungen ein Modell entwi-
ckelt, das die standardisierte Schnittstelle FMI nutzt. Ähn-
lich einer Blackbox berechnet dieses Modell auf Basis der 
Eingangsdaten das entsprechende Ergebnis, in dem Fall die 
Sperrschichttemperatur. Die Datenerzeugung für das Trai-
ning des KI-Modells erfolgte mithilfe einer zeiteffizienten 
Schleife zur automatischen Berechnung des Modells sowie 
Speicherung der Daten, die in der Open Source Umgebung 
Python implementiert wurde. 
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Abbildung 5: Darstellung der Ergebnisse 
nach dem ersten Ansatz (Regression)  

Abbildung 6: Darstellung der Ergebnisse 
nach dem zweiten Ansatz (XGBoost) 

Abbildung 7: Darstellung der Ergebnisse 
nach dem dritten Ansatz (LSTM) 


