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Zusammenfassung

Algorithmen fur Deep Learning und maschinelles Lernen haben bei verschiedenen Aufgaben,
von Bilderkennung und Spracherkennung bis hin zu Zustandsiiberwachung und vorausschau-
ender Wartung, gute Ergebnisse erzielt. Allerdings treffen die meisten Algorithmen des Deep
Learning keine einfach nachvollziehbaren Entscheidungen. Dadurch haben interpretierbare
ML-Algorithmen, auf Basis von Merkmalsextraktion und -selektion, an Aufmerksamkeit gewon-
nen. Da Hardware-Beschleuniger jedoch haufig ausschlielRlich neuronale Netze unterstiitzen,
resultiert dies auf Edge-Hardware in einer ineffizienten Implementierung anderer, interpretier-
barer Algorithmen und beschrankt den Einsatz dieser Algorithmen. Diese Verdffentlichung pra-
sentiert daher eine Methode, um trainierte Machine Learning Algorithmen als Deep Neural
Networks darzustellen, sodass eine Inferenz auf effizienter Edge Hardware fiir smarte Sensor-
systeme ermdglicht wird. Die Methode bricht die interpretierbaren Algorithmen auf ihre grund-
legenden mathematischen Operationen herunter, um diese durch Schichten neuronaler Netze
darzustellen. Die Methodik wird in der Verdffentlichung im Detail beschrieben, anhand von
mehreren Beispielalgorithmen angewandt und auf einer Neural Processing Unit demonstriert.
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. Einfiihrung

In den letzten Jahren ist die Zahl der auf ma-
schinellem Lernen (ML) basierenden Anwen-
dungen im industriellen Umfeld ins-besondere
fur Aufgaben wie vorausschauende Wartung [1]
und intelligente Zustands-Uberwachung [2] ge-
stiegen. Die ML-Methoden und Algorithmen
versuchen bevorstehende Ausfélle der Uber-
wachten Maschine vorherzusagen, wodurch
der Betreiber frihzeitig reagieren kann. Die Ein-
fihrung der automatisierten Uberwachung und
der voraus-schauenden Wartung von Industrie-
anlagen senkt Personal- und Wartungskosten
und reduziert die Ausfallzeiten der Anlagen [3].
Fur die Verarbeitung und die Analyse der an der
Maschine entstehenden Prozessdaten mittels
ML, muissen diese in der Regel an leistungs-
starke Instanzen (z. B. Server) weitergeleitet
werden. Smarte Sensoren [4] kdnnen diesen
energie- und bandbreiten-intensiven Schritt um-
gehen. Dazu fuhren die Sensoren, die Signal-
verarbeitung bis hin zur vollstandiger Inferenz
von ML-Modellen direkt am Sensor durch [4].
Die dabei eingesetzten Hardwarebeschleuniger
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weisen Einschrankungen bezlglich Rechen-
leistung und Speicherkapazitat auf, welche
beim Einsatz von ML-Methoden kritisch zu be-
trachten sind. In mehreren bereits verdffentlich-
ten Artikeln wird die Verwendung von begrenz-
ter Edge Hardware, im Hinblick auf die Anwen-
dung von ML-Methoden bewertet [4, 5]. Weiter-
hin erfordert der Einsatz dieser Beschleuniger
umfangreiche, auf Hardware und ML-Algorith-
men abgestimmte Softwareframeworks, die ty-
pischerweise nur fir neuronale Netze verfiigbar
sind.

Gerade im Bereich der vorrausschauenden
Wartung und der intelligenten Zustands-Uber-
wachung, haben sich interpretierbare ML- Me-
thoden bewahrt [6, 7], die aus Merkmals-Ex-
traktion (ME), Merkmals-Selektion (MS) und ei-
nem Klassifikator/Regressor (KR) bestehen [8].
Die Auto ML-Toolbox der Universitat des Saar-
landes [9] bietet eine grolRe Auswahl dieser Me-
thoden. Die Algorithmen bieten durch ihre Line-
aritat und Einfachheit eine inharente Interpre-
tierbarkeit ihrer Modelle und Entscheidungen.
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Im Gegensatz dazu stehen komplexe neuronale
Netze (NN), die besonders beim Erkennen von
nicht-linearen Zusammenhangen zwischen Sig-
nalmustern und ZielgréRe gute Ergebnisse er-
zielen [10]. Diese Eigenschaft kann aber zum
Einsatz von NN als ,Blackbox-Systeme*[11]
fuhren. Dadurch liefert das NN keine interpre-
tierbare Losung fir das anstehende Problem.
Gleichzeitig ist die Verflgbarkeit spezialisierter
und optimierter Hardware ein grof3er Vorteil der
NN. Das vereinfacht die Implementierung auf
Edge Hardware oder smarten Sensoren im Ver-
gleich zu den interpretierbaren ML-Algorithmen
erheblich.

In friheren Arbeiten wurden Teile von interpre-
tierbaren ML-Algorithmen als Matrix-multiplika-
tion dargestellt oder eine aufwandige, Hardware
spezialisierte Implementierung von Datenverar-
beitungsalgorithmen gezeigt, um die Methoden
auf optimierter Hardware zu beschleuni-
gen [11, 12]. Diese Ansatze resultieren in ei-
nem aufwandigen und hardware-spezifischen
Programmieren von Teil Algorithmen einer Sig-
nalverarbeitungskette. Um die Inferenz eines
interpretierbaren ML-Algorithmus auf optimier-
ter Hardware auszufiihren, wird in dieser Arbeit
eine Methode vorgestellt, einen vollstandig trai-
nierten interpretierbaren ML-Algorithmus als
NN mit statischen Gewichten und Parametern
darzustellen. Die Darstellung basiert auf der
Zerlegung der interpretierbaren ML-Algorith-
men in die grundlegenden mathematischen
Operationen und die anschliefende Reprasen-
tation durch NN-Schichten. Dadurch werden die
Vorteile von physikalisch verstandlichen
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Algorithmen der interpretierbaren Methoden
und die beschleunigte und effiziente Hard-
wareimplementierung der NN kombiniert.

Der Rest der Arbeit ist wie folgt aufgebaut: Der
erste Abschnitt beschreibt den Ablauf der Ent-
wicklung der Algorithmen basierend auf der O-
pen-Source ML-Toolbox, Uber das Training und
die Validierung, bis hin zur Implementierung auf
effizienter Edge Hardware, siehe Abb. 1. In Ab-
schnitt 3 wird die zugrundeliegende Methode
der NN-Reprasentation der trainierten ML-Algo-
rithmen im Detail beschrieben. Abschnitt 4 zeigt
die Ergebnisse der vorgestellten Methode an-
hand von Teilen der Open-Source ML-Toolbox.
In den letzten beiden Abschnitten werden die
Ergebnisse diskutiert und ein Ausblick auf zu-
kinftige Arbeiten gegeben.

Il. Methoden

Die verwendete automatisierte ML-Toolbox be-
steht aus mehreren, sich gegenseitig erganzen-
den und interpretierbaren ML-Algorithmen fur
Merkmalsextraktion, Merkmalsselektion und
Klassifikation/Regression. diese werden auto-
matisiert verglichen, um den besten Algorith-
mus flr das jeweilige Lernproblem auszuwah-
len. Das resultierende Modell kann anschlie-
Rend interpretiert werden [14].Der in Abb. 1 dar-
gestellte Arbeitsablauf beschreibt die drei
Hauptschritte der Implementierung eines inter-
pretierbaren ML-Algorithmus auf Edge-Hard-
ware, die chronologisch ausgefiihrt werden
mussen. Diese drei Schritte sind das Training
mit Modellauswahl, die Umwandlung des trai-
nierten Modells in ein DNN und die Inferenz des
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Abb. 1: Ablaufplan der automatisierten Modellauswahl, der Konvertierung des Modells und der Hard-

ware-Inferenz
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exportierten Modells auf optimierter Hardware.
AuRerdem wird kurz auf die typischerweise ver-
fugbaren Daten eingegangen

a) Automatisierte Modellauswahl und

Training
Der erste Schritt sind die Auswahl und das Trai-
ning eines interpretierbaren ML-Algorithmus flr
den gewinschten Anwendungsfall. Die zu-
grunde liegende ML-Toolbox bietet verschie-
dene MESK/R-Algorithmen, um einen geeigne-
ten Algorithmus fiir verschiedene ML-Probleme
zu finden. Die Open-Source ML-Toolbox kann
diesen Schritt automatisch und ohne Benutzer-
eingriff durchfiihren. Die Toolbox validiert sich
gegenseitig ergdnzende Algorithmen und
macht dann eine Aussage Uber die Qualitat des
MESK/R-Modells.

b) Modell-zu-DNN-Konvertierung

Nachdem ein geeignetes Modell gefunden
wurde, muss das trainierte interpretierbare ML-
Modell als DNN abgebildet werden. Dieser
Schritt ist das Hauptaugenmerk dieser Verof-
fentlichung. Die Methode des Mappings, insbe-
sondere die Wiederverwendung der Funktiona-
litat, wird in Abschnitt 3 detailliert beschrieben.
Der Ansatz besteht darin, ein trainiertes, inter-
pretierbares ML-Modell als eine chronologische
Ausfiihrung von mathematischen Operationen
zu begreifen, die dann mit DNN-Schichten dar-
gestellt werden. Nachdem das Modell trainiert
ist, kann eine statische Funktion die Berech-
nung der Ausgabe beschreiben.

c) Inferenz

Nach erfolgreicher Generierung der DNN-Dar-
stellung des interpretierbaren ML-Algorithmus
kann das DNN auf optimierter Edge-Hardware
ausgefuhrt werden. Das Hauptaugenmerk bei
der Optimierung liegt auf der Inferenz. Der Ein-
satz eines ML-Modells fuhrt zu einem stati-
schen Modell, das aus den Eingabedaten Vor-
hersagen trifft. Dieses kann mit Hilfe gangiger
Frameworks fir die Hardwarebeschleunigung
neuronaler Netze genutzt werden Die Verwen-
dung dieses Arbeitsablaufs fuhrt einerseits zur
Ausflhrung auf optimierter Hardware und bietet
andererseits Laufzeit- und Energievorteile bei
jeder nachfolgenden Algorithmus-Inferenz und
erfordert keine aufwendige Anpassung des
Software-Frameworks zur Hardwarebeschleu-
nigung.

d) Daten
Die MESK/R-Modelle werden in der Regel auf
Zeitreihendaten von verschiedenen Sensoren
trainiert. Als Beispiel fir einen Anwendungsfall
der Zustandsuberwachung werden die Modelle
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exemplarisch auf dem Datensatz eines Hydrau-
liksystems trainiert [15]. Ziel ist die Uberwa-
chung des Ventilschaltverhaltens eines hydrau-
lischen Prifstandes auf Grundlage eines Druck-
sensors (Im Datensatz als PS1 bezeichnet).
Wahrend des 60 s langen Arbeitszyklus der Ma-
schine wird der Drucksensor mit einer Frequenz
von 100 Hz abgetastet. Die Zielgrole zeigt vier
Zustande des Ventils an (100%: optimales
Schalten, 90%: geringe Verzégerung, 80%:
starke Verzdogerung und 73%: nahe am Total-
ausfall). Dieser Datensatz kann ein Klassifikati-
ons- und Regressionsproblem darstellen.

Il UMWANDLUNG VON MODELLEN

Die Umwandlung eines MESK/R-Modells in ein
DNN erfordert ein tiefgreifendes Verstandnis
der Funktionalitdt und der Bausteine der Aus-
gangsalgorithmen. Die Abbildung des Algorith-
mus erfordert die Aufschlisselung des Algorith-
mus in die grundlegenden mathematischen
Operationen. Der zugrundeliegende mathema-
tische Prozess eines interpretierbaren ML-Algo-
rithmus kann als eine chronologische Ausfiih-
rung von mathematisch basierten Operationen
gesehen werden. Bei diesen Operationen han-
delt es sich hauptsachlich um Matrixmultiplika-
tion, Vektoradditionen oder -subtraktionen, Divi-
sionen, Quadratwurzelberechnungen oder FIR-
Filterungsoperationen. Wie der zugrundelie-
gende interpretierbare ML-Algorithmus kann
auch ein statisches DNN als eine chronologi-
sche Ausfiihrung von verschiedenen Schichten
betrachtet werden. Mit diesem Wissen und dem
grundlegenden Verstandnis des Algorithmus
und der DNNs kann der trainierte interpretier-
bare ML-Algorithmus also mit minimalem Pro-
grammieraufwand in ein hardwarebeschleunigt
ausfuhrbares Format umgewandelt werden. Im
folgenden Abschnitt wird die MESK/R-Verarbei-
tungskette der ML-Toolbox kurz beschrieben.
AuBerdem werden die wichtigsten Operationen
erlautert, die nicht auf diesen speziellen Anwen-
dungsfall beschrankt sind.

a) Interpretierbarer ML-Algorithmus

Die zugrunde liegende ML-Toolbox unterteilt
die interpretierbaren Algorithmen in drei grund-
legende Verarbeitungsschritte. Die Ergebnisse
eines jeden Verarbeitungsschritts kann analy-
siert werden. Dies ermdglicht es dem Benutzer,
die Ergebnisse fur jeden Schritt nachzuvollzie-
hen und den Algorithmus interpretierbar zu ma-
chen. Eine Auflistung der verfuigbaren MESK/R
Algorithmen ist in Tab. 1 zu sehen. Ein interpre-
tierbares ML-Modell besteht aus:

o Merkmals-Extraktion (ME): Die ME-Algo-
rithmen reduzieren die Dimensionalitat der
Eingangsdaten, indem sie die Daten mit

39



Hilfe physikalisch interpretierbarer extra-
hierter Merkmale darstellen. Jeder ME-AI-
gorithmus stellt die Eingabedaten in ver-
schiedenen Merkmalen dar. Die Reduktion
der Reprasentation und der Eingabedaten
ist ein Kompromiss zwischen Genauigkeit
und geringer Anzahl von Merkmalen.

e Merkmals-Selektion (MS): Im Gegen-
satz zur ME ist die MS ein Uberwachter,
trainierbarer Teil des MESK/R -Workflows.
Die MS versucht, die wichtigsten Merkmale
auszuwahlen, die durch die zuvor durchge-
fuhrte ME berechnet wurden. Nur die we-
sentlichen Merkmale mit dem gréften In-
formationsgehalt werden selektiert, um
eine Uberanpassung zu vermeiden.

Klassifikation/Regression (K/R): Das
letzte Element der MESK/R -Pipeline ist
ein Klassifizierungs- oder Regressionsal-
gorithmus, der die Ausgabe des MESK/R
berechnet und ebenfalls ein iberwachtes
trainiertes Workflow-Element ist. Klassifi-
katoren versuchen, die gegebene Eingabe
mit einer minimalen Fehlerquote auf die
gewdulnschte diskrete Ausgabe abzubilden.
Im Gegensatz dazu sagt eine Regression
kontinuierliche Werte als Ausgabe voraus.

Ein weiterer Vorteil der MESK/R-Toolbox ist die
adaptive Kombination von Algorithmen in Ab-
hangigkeit von den Anwendungsfallen. Die
grofe Auswahl an verschiedenen, sich gegen-
seitig ergdnzenden MESK/R-Algorithmen er-
mdglicht die Erstellung geeigneter ML-Modelle
fur unterschiedliche Condition-Monitoring-Prob-
leme.

Tab. 1: Als neuronales Netzwerk implemen-

tierte Methoden der ML-Toolbox

Merkmals-Extraktion

ALA Adaptive Linear Approximation [16]
BDW Best Daubechies Wavelets [17]
PCA Hauptkomponentenanalyse [18]
StatMom | Statistische Momente [14]
Merkmals-Selektion
Pearson Pearson Korrelationskoeffizient [19]
RELIEFF |RELIEFF [20]

ReEsvw [ Secursve Fesre Cuminaton Sugpor
Spearman | Spearman Korrelationskoeffizient [22]
Klassifikation/Regression
LDA-Mahal- | 0 e Kiassitkation

Klassifikator [20, 21]
PLSR Partielle Least Square Regression [25]
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b) DNN-Layer und Funktionen

Wie bereits erwahnt, basiert der Ansatz der Mo-
dell-zu-DNN-Konvertierung auf der Darstellung
der grundlegenden mathematischen Operatio-
nen mit den jeweiligen DNN-Schichten. Die
Operationen der wichtigsten DNN-Schichten
werden beschrieben und mit der gewlinschten
mathematischen Operation verknipft, um ein
systematisches Verstadndnis der Konvertie-
rungstechnik zu erreichen. Einige Schichten
werden fiur mehrere Aufgaben verwendet,
wodurch die Komplexitat des resultierenden
DNNs reduziert wird.

Fully Connected-Layer: Eine vollverknupfte
Schicht wendet eine lineare Projektion auf den
Eingangsdatenvektor an. Parametrisierbar sind
die Gewichtsmatrix und der Bias-Vektor. Die
Schicht kann als eine Matrixmultiplikation mit
den Gewichten und eine anschlieRende Vekto-
raddition mit dem Bias-Vektor betrachtet wer-
den. Durch die Multiplikation mit der Gewichts-
matrix kénnen Permutationen, die Berechnung
des Mittelwerts nicht aquidistanter Segmente,
die Division oder Multiplikation einer Konstan-
ten und die GréRenanderung des Eingangsvek-
tors dargestellt werden. Transformationen wie
die diskrete Fourier-Transformation, die lineare
Diskriminanten-analyse (LDA) oder die Haupt-
komponenten-analyse (PCA) kdnnen durch nur
eine Matrixmultiplikation abgebildet werden.
Auflerdem ermdglicht das Hinzufligen des Bias-
Vektors die Addition oder Subtraktion von kon-
stanten Werten.

Pooling-Layer: Mit dem Pooling-Layer kann
eine Unterabtastung der Eingangsdaten reali-
siert werden. Die Unterabtastung der Eingabe-
daten erfolgt durch die Schrittgrofe der Pool-
ingfunktion und dem darauf basierenden Merk-
mal des Poolindfilters (Durchschnitt oder Maxi-
mum). Der Pooling-Filter gleitet Uber die Einga-
bedaten und kombiniert die Werte auf der
Grundlage des angegebenen Parameters. In-
nerhalb eines Algorithmus kann das Pooling die
Funktionalitat abbilden, Spitzen oder Minima
(maximales Pooling) zu finden und den Mittel-
wert (durchschnittliches Pooling) von aqui-
distanten Segmenten mit der Lange der Filter-
gréRe zu berechnen.

Convolutional-Layer: Der Convolutional-
Layer wendet einen Gleitfilter mit einer definier-
ten Schrittweite auf die Eingabedaten an. Ne-
ben der Filterfunktion kann die Schicht einen
Bias-Wert hinzufiigen. Relevante Verarbei-
tungsschritte, die durch den Convolutional-
Layer ausgefuhrt werden, sind die Filterung mit
endlicher Impulsantwort (FIR) und die Wavelet-
Zerlegung eines Signals.
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Combination-Layer: Der Combination-Layer
stellt die grundlegenden mathematischen Ope-
rationen wie Multiplikation, Division und Addi-
tion von zwei Eingaben dar. Die Schichten fih-
ren die gewlnschte mathematische Funktion
elementweise aus. Zusatzlich kdnnen die Com-
bination-Layer Funktionen wie die Berechnung
der Quadratwurzel durchfiihren.
Concatenation-Layer: Die Verkettungsschicht
kombiniert die Ergebnisse paralleler Berech-
nungen innerhalb des Netzes. Die Schicht ver-
kettet im Allgemeinen mehrere Eingangsvekto-
ren oder -matrizen in der gewunschten Dimen-
sion, um eine einzige Ausgabe zu erzeugen.
Dadurch kénnen Ergebnisse paralleler Berech-
nungen innerhalb eines NNs zusammengefuhrt
werden.

V. ERGEBNISSE

Der Ergebnisteil zeigt die Anwendung der ent-
wickelten Konvertierungsmethode auf einen
Teil der oben erwahnten Open-Source ML-
Toolbox [9]. Der implementierte Teil der ML-
Toolbox umfasst vier ME-, vier MS- und zwei
K/R-Algorithmen. Die implementierten Algorith-
men sind in Tab. 1 dargestellt. Jeder implemen-
tierte ME-, MS- und K/R-Algorithmus wird zu-
nachst in ein separates DNN umgewandelt.

(a) Adaptive Lineare Approximation

(e) LDA-Mahalanobis Klassifikator

(b) Best Daubechies Wavelet
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Diese kdénnen dann aneinandergehangt wer-
den. Wie in Abschnitt T beschrieben, muss vor
der Umwandlung des Algorithmus das entspre-
chende Modell trainiert werden. Die Graphen in
Abb. 2 und Abb. 3 beschreiben die einzelnen
Algorithmen und einen kompletten MESK/R-
Stack, der auf den Daten des Hydrauliksystems
trainiert wurde.

Resultierende DNN

In diesem Abschnitt werden die Funktionalitaten
der Verarbeitungsebenen der einzelnen
MESK/R-Modellinferenzen beschrieben. Die
Schichten, die GroRe und Form der Daten an-
dern, werden nicht bericksichtigt.

Adaptive Lineare Approximation: Im Trai-
ningsprozess unterteilt ALA das Signal in meh-
rere annahernd lineare Segmente unterschied-
licher Lange. Mittelwerte und Steigungswerte
der Segmente werden als Merkmale extrahiert.
Die Mittelwertberechnung fir alle Segmente
wird durch eine Multiplikation mit einem Fully-
Connected-Layer durchgefiihrt, um die nicht
aquidistante  Segmentierung  darzustellen.
Diese wird auf die Eingangsdaten und einen In-
dexvektor, der den Zeitvektor darstellt, ange-
wendet, um die Steigung des Eingangssignals
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(c) Hauptkomponentenanalyse (d) Statistische Momente
Fully Connected, .
Convolutional Clipped ReLu
o
Pooling, - Df?t.hZSpace,
Unpoling Divsion,
SQRT
Addition,
Multiplication,
Concat

(f) Partial Least Square Regression

Abb. 2: Ergebnisse der Konvertierung des ML-Algorithmus zu einem neuronalen Netz und die Darstel-

lung der Layer-Graphen der einzelnen Netze
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zu berechnen. Die Berechnung der Steigung ei-
nes Segments wird von zwei Additions-, einem
Multiplikations- und einem Divisions-Layer so-
wie zwei Fully-Connected-Layer durchgefuhrt.
Die berechneten Werte werden mit einem Con-
catenation-Layer kombiniert.

Best Daubechies Wavelet (BDW): Die Wave-
let-Transformation ist eine Zeit-Frequenz-
Transformation und ermdglicht die Analyse von
Signalen im Frequenzbereich. Die Filterbank
der Wavelet-Transformation wird auf ein DNN
abgebildet. Die Anzahl der Filterstufen und die
BDW-Hoch- und Tiefpassfilter-koeffizienten
werden im Trainingsprozess berechnet. Die An-
zahl der Filterstufen hangt von der Signallange
ab und bestimmt die GrolRe des Netzwerks. Ein
Convolutional-Layer mit den Hochpassfilterko-
effizienten und ein Convolutional-Layer mit den
Tiefpassfilter-koeffizienten filtern das Eingangs-
signal. Das tiefpassgefilterte Signal wird an die
nachste Stufe Convolutional-Layer und der
Hochpassfilter wird an den Ausgang weiterge-
geben. Dieser Vorgang wird so lange durchge-
fuhrt, bis die letzte Filterstufe erreicht ist. Der
Ausgang jeder Filterstufe wird mit einer Verket-
tungsschicht kombiniert.

Statistische Momente (StatMom): Der Algo-
rithmus unterteilt das Eingangssignal in aqui-
distante Segmente und berechnet die ersten
vier statistischen Momente jedes Segments
(Mittelwert, Varianz, Schiefe und Kurtosis). Im
Vergleich zum ALA-Extraktor kann der Mittel-
wert des aquidistanten Segments durch ein
durchschnittliche Pooling-Layer mit der Seg-
mentlange als FiltergroRe berechnet werden.
Die héheren statistischen Momente kdnnen
durch Additions-, Quadratwurzel- (sqrt) und
Multiplikationsschichten auf der Grundlage des
berechneten Mittelwerts dargestellt werden. Die
Ausgaben werden miteinander verknupft.

Hauptkomponentenanalyse (PCA): Die
Transformation eines trainierten PCA-Modells
ist die Multiplikation einer Matrix mit dem Ein-
gangsvektor. Eine Fully-Connected-Layer kann
diese Matrixmultiplikation mit der PCA-Trans-
formationsmatrix als Gewichtungsmatrix abbil-
den. Die PCA-Transformationsmatrix wird auf
der Grundlage des Trainingsdatensatzes im be-
rechnet.

Merkmals-Selektion (MS): Die Anwendung ei-
ner trainierten MS ist ein Ranking eines Ein-
gangs- Merkmalsvektors. Nach dem Ranking,
das von einer Fully-Connected Layer durchge-
fuhrt wird, werden die wichtigsten Merkmale
ausgewahlt. Fur diesen Verarbeitungsschritt
wird der Eingangsvektor mit  einer
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dinnbesetzten Gewichtsmatrix multipliziert, in
der die Indizes der relevantesten Merkmale auf
eins gesetzt sind. Dieser Graph ist in Abb. 3
nicht dargestellt.

LDA-Mahalanobis-Klassifikator (LDAMahal):
Dieses Modell kombiniert eine LDA-Transfor-
mation und eine Klassifizierung auf der Grund-
lage der Mahalanobis-Distanz zu den Klassen-
mittelpunkten. Die LDA-Transformation ist ahn-
lich wie die PCA eine Matrixmultiplikation, die
durch ein Fully-Connected-Layer dargestellt
wird. Nachdem das Signal auf die Diskriminanz-
funktionen projiziert wurde, berechnet das DNN
die Mahalanobis-Distanz zu jeder Klasse und
ordnet es der Klasse mit kleinstem Abstand zu.
Der Abstand wird mit einem Fully-Connected-
Layer berechnet. Die Gewichte des Fully-
Connected-Layer sind die berechnete Kovari-
anzmatrix fur jede Klasse. Nachdem der Ab-
stand zu jeder Klasse in parallelen Pfaden be-
rechnet wurde, werden die Werte mit einer Con-
catenation-Layer zu einem Vektor zusammen-
gefasst. Dieser Vektor wird durch ein Fully-
Connected-Layer mit minus eins multipliziert.
Die Maximum-Pooling-Layer ist nun in der
Lage, den Minimalwert des modifizierten Dis-
tanzvektors zu finden. Die dabei verwendete
Aktivierungsfunktion clipped Rectified Linear
Unit (ReLU) ordnet den gefundenen Minimal-
wert der entsprechenden Klasse zu. Die Grofie
des Netzes hangt von der Anzahl der Klassen
des Datensatzes ab.

Partial Least Square Regression (PLSR): Bei
der PLSR wird zunéchst ein Offset auf das Ein-
gangssignals addiert. AnschlieRend werden die
neuen Daten mit der Beta-Matrix der im Trai-
ningsprozess berechneten Koeffizienten inner-
halb eines Fully-Connected-Layer multipliziert.

MESK/R-Modell: Nach der Darstellung einiger
einzelner ME-, MS- und K/R-Methoden wird in
diesem Abschnitt ein vollstandig interpretierba-
res ML-Modell als DNN-Konvertierung vorge-
stellt. Das Modell besteht aus StatMom, Pear-
son, und LDA-Mahal-Klassifikator. Das Modell
wurde, mit dem in Abschnitt 2d beschriebenen
Hydraulikdatensatz trainiert, und das Schichtdi-
agramm des resultierenden DNN ist in Abb.4
dargestellt. Die Umwandlung eines vollstandi-
gen MESK/R-Modells wird durch Verbindung
des bestehenden DNN ohne die Eingabe- und
Ausgabeschicht erreicht.

Das entstehende DNN wurden erfolgreich als
TensorFlow-Lite-Modell auf dem energieeffi-
zienten und optimierten QSXP- ML81 Board mit
integrierter Neural Processing Unit ausgeflhrt.
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Abb. 3: Layer-Graph des MESK/R-Modells
(Statistische Momente, Pearson und
LDA-Mahal-Klassifikation)

Die Inferenz des vollstandigen MESK/R DNN
fur den Ventilzustand, basierend auf den von ei-
nem Drucksensor gesammelten Daten, erzielte
gute Ergebnisse, wie in Abb. 4 dargestellt, mit
einem normalisierten 10-fachen Kreuzvalidie-
rungs-Error von 0,1%, welches identisch mit
den Ergebnissen der zugrundeliegenden Tool-
box ist. AuBerdem wurden die konvertierten
DNNs mit der Python-Implementierung der ML-
Toolbox verglichen, die auf der Edge-Hardware
verwendet werden kann. Die Laufzeit der DNNs
auf der CPU hat sich im Vergleich zur Python-
Implementierung des MESK/R-Modells deutlich
verbessert. Zusatzlich reduziert die Verwen-
dung der NPU die Laufzeit des DNNs um wei-
tere 7%, wie in Tab. 2 beschrieben.
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Abb. 4: Inferenz-Ergebnisse des MESK/R
(Statistische Momente, Pearson und
LDA-Mahal-Klassifikation) ~ Modells
auf die Hydraulik-Daten
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Tab. 2: Inferenzlaufzeiten auf Edge-Hardware
QSXP-ML81

Inferenz-Zeit fiir 1000

Implementierung/ Unit st i |

ML-Toolbox in Python/CPU 1587.100
DNN/CPU 0.828
DNN/NPU 0.769

V.  DISKUSSION

Die  Modell-zu-DNN-Konvertierungsmethode
konvertiert erfolgreich interpretierbare ML-Algo-
rithmen in DNNs. Die Konvertierung ermdglicht
die Nutzung von Hardware-Beschleunigern und
optimierter Hardware, um die Laufzeit- und
Energieeffizienz fur Inferenzen von interpretier-
baren ML-Algorithmen mit minimalem Program-
mieraufwand zu verbessern. Weitere Algorith-
men kénnen identisch zu den bereits implemen-
tierten Algorithmen, auf Basis der vorgestellten
Methode in ein DNN umgewandelt werden. Die
i.d.R. nétige Quantisierung von DNN wurde in
dieser Arbeit vorerst nicht bertcksichtigt. Auf
Hochleistungsrechnern werden hochprazise
Datentypen unterstitzt. Um jedoch das DNN
auf Hardware mit begrenzter Leistung und i.d.R.
reduzierter Rechengenauigkeit auszufihren,
muss das DNN quantisiert werden. Dies flihrt zu
einem Kompromiss zwischen Genauigkeit und
Effizienz und stellt ein weiterfihrendes For-
schungsthema dar. AulRerdem fiihrt die Um-
wandlung komplexer MESK/R-Algorithmen zu
komplexen DNN-Strukturen. In der weiteren
Forschung kénnte dies zu einer potenziellen
Herausforderung bei der Implementierung die-
ser DNNs, bezlglich des Speicherbedarfs und
der numerischen Genauigkeit des DNNs, auf
begrenzter Edge-Hardware fihren.

VI. SCHLUSSFOLGERUNG UND ZU-
KUNFTIGE ARBEIT

In diesem Beitrag wird eine effiziente Methode
zur Konvertierung eines trainierten interpretier-
baren ML-Modells in ein Deep Neural Network
(DNN) vorgestellt, die es ermoglicht, Inferenzen
auf optimierter Edge-Hardware auszufuhren.
Die Umwandlung filhrt zur Nutzbarkeit von
Hardwarebeschleunigern fiir interpretierbare
ML-Algorithmen. Basierend auf der Open-
Source ML-Toolbox wurde eine Methode zur
automatisierten Auswahl eines MESK/R-Algo-
rithmus, die Umwandlung des trainierten Mo-
dells in ein DNN und die Inferenz auf der opti-
mierten Hardware vorgestellt. Das Benchmar-
king auf verschiedener optimierter Hardware,
die Untersuchung von Laufzeit und Energieeffi-
zienz, die Untersuchung des Speicherbedarfs
und der Einfluss der Quantisierung stellen wei-
tere Forschungs-themen dar.
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